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摘要：针对5G-R/未来铁路移动通信系统（FRMCS）网络切片在业务异构、节点高速移动及激励缺失方面的资

源调度挑战，提出一种融合分层联邦学习（HFL）、Stackelberg博弈与多任务近端策略优化（MT-PPO）的协同智

能调度框架。首先构建三层HFL架构实现非独立同分布（Non-IID）数据高效处理与资源状态预测，其次通过双

层动态博弈提升节点参与度与协同效率，最后MT-PPO算法融合二者输出完成差异化调度。仿真结果表明，所提

框架在业务服务质量（QoS）、资源利用率及吞吐量等方面较现有基线方法具有较好的性能。
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Abstract: Aiming at the resource scheduling challenges of 5G-R/the future railway mobile communication system

(FRMCS) network slicing under service heterogeneity, high-speed node mobility and insufficient incentives, a collabora‐

tive framework integrating hierarchical federated learning (HFL), Stackelberg game and multi-task proximal policy opti‐

mization (MT-PPO) was proposed. A three-layer HFL was designed to handle non-independent and identically distrib‐

uted (Non-IID) data and predict resource states. A two-layer Stackelberg game was adopted to improve node participa‐

tion and coordination efficiency. MT-PPO was employed to fuse both outputs for differentiated scheduling. Simulation re‐

sults show that the proposed framework outperforms baseline methods in quality of service (QoS), resource utilization 

and throughput.
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0　引言

高速铁路的蓬勃发展对铁路专用移动通信系统

的带宽、时延与可靠性提出了更高要求。为替代传

统的铁路综合数字移动通信系统（GSM-R），国际

铁路联盟（UIC）提出了未来铁路移动通信系统

（the future railway mobile communication system, 

FRMCS）愿景，我国也同步积极推进基于5G的铁

路移动通信系统（5G-R）的技术标准体系建设。

5G网络中，网络切片作为面向多业务需求的资源

虚拟化技术，通过逻辑隔离方式在同一物理基础设
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施上构建多个独立端到端网络实例，以满足差异化

业务需求。在 5G-R场景中，网络切片根据其支持

的业务类型和服务质量（quality of service, QoS）

需求[1]，被标准化地分为以下 3类：增强移动宽带

（enhanced mobile broadband, eMBB）切片、超可靠

低时延通信（ultra-reliable and low-latency commu‐

nication, URLLC）切片以及海量机器类通信（mas‐

sive machine-type communication, mMTC） 切片。

然而，铁路场景的资源调度在隧道、弯道等复杂线

路环境中，空间传播条件与覆盖边界效应加剧了覆

盖不均与切换困难，工程上需通过专用天线布设或

中继形态增强覆盖并降低切换终端风险[2]；同时，

多切片动态资源调度还需在吞吐量、时延与可靠性

之间进行实时权衡。在上述工程约束叠加下，面向

网络切片的资源调度还面临高动态性与强异构性的

双重挑战。首先，高速移动导致网络拓扑和信道状

态频繁且剧烈变化，终端设备在高速移动过程中采

集的业务数据差异显著，数据呈现非独立同分布

（non-independent and identically distributed, Non-

IID）特性[3]，从而影响模型收敛；其次，业务负

载即各切片业务的数据量与任务请求数呈现非均匀

性与突发性；再者，边缘节点在算力、能耗与存储

资源上存在差异，缺乏有效激励机制来保障其持续

参与分布式协同优化；最后，多业务的QoS需求存

在本质冲突，eMBB切片追求高带宽与高吞吐量，

URLLC切片要求低时延与高可靠性，mMTC切片

则侧重海量连接与低功耗。

当前研究多在动态资源调度研究中引入深度强

化学习（deep reinforcement learning, DRL）算法，

文献[4]将资源调度问题建模为马尔可夫决策过程

（Markov decision process, MDP），推动了静态配置

到动态优化的演进。文献 [5]将近端策略优化

（proximal policy optimization, PPO）算法应用于车

载边缘计算网络，实现多智能体频谱资源动态分

配，但其奖励函数面向单一优化目标。此类单智能

体DRL方法难以满足异构业务的差异化QoS需求。

为此，研究者引入了多智能体学习。文献[6]采用

基于多智能体DRL的双时间尺度框架分别优化带

宽分配与功率控制，但其模型收敛性能无法适应高

速移动场景。文献[7]在高速铁路多用户移动边缘

计算场景中，提出多智能体深度确定性策略梯度

（multi-agent deep deterministic policy gradient, 

MADDPG）算法，联合优化计算卸载与频谱资源

分配，有效降低了系统总成本。文献[8]构建多任

务深度强化学习 （multi-task deep reinforcement 

learning, MDRL）算法，通过共享网络结构，使单

一模型能够适应多种调度场景，以提升决策效率。

文献[9]提出双策略网络的协作双行动者PPO（co‐

operative dual-actor proximal policy optimization, 

CDA-PPO）算法，但其奖励函数面向固定任务，

缺乏对多业务权重动态调整的机制。现有MDRL

方法通过固定权重平衡多目标，但在5G-R/FRMCS

场景中难以适应业务优先级的动态变化。

为实现高效的分布式协同学习与环境感知，联

邦学习（federated learning, FL）及其分层架构被引

入。文献[10]提出移动感知的联邦DRL辅助无线电

接入网（radio access network, RAN）切片方案，将

FL与DRL结合，以降低通信开销，但其边缘聚合

延迟影响实时调度。文献[11]提出了分层联邦学习

（hierarchical federated learning, HFL）客户端选择与

资源联合优化方法，进一步优化了多层网络拓扑，

但在高速铁路场景业务数据量较大的情况下存在显

著的传输时延。文献[12]提出资源感知HFL方法，

通过修剪技术降低带宽需求，但静态聚合周期难以

适应业务负载的快速变化。面向Non-IID与通信开

销瓶颈。文献[13]在HFL结构下对客户端到边缘服

务器的协同训练给出理论支撑。针对业务动态变化下

的资源需求预测与实时调度的协同挑战。文献[14]引

入长短期记忆（long short-term memory, LSTM）网

络预测切片资源需求，并结合基于多智能体协作的

近端策略优化（multi-agent proximal policy optimi‐

zation, MAPPO）算法实现小时间尺度分配，但对分

布式学习过程中边缘节点贡献差异与参与意愿考虑

不足。文献[15]以“HFL+强化学习”的融合视角讨

论分布式环境下的策略学习与开销控制，并指出

HFL可在不共享原始数据的情况下协同学习策略。

此外，联邦学习中边缘节点参与意愿直接影响

模型性能，因此激励机制的引入成为关键。文献[16]

提出基于 Stackelberg 博弈的多因素激励机制，但

未根据节点实时状态动态调整价格。文献[17]提出

了基于 Stackelberg 博弈的质量感知激励机制，通

过设计综合评估指标，动态激励车辆客户端参与，

有效缓解了 Non-IID 数据带来的挑战，但未考虑

5G-R/FRMCS 中基础设施管理者与铁路运营商之

··288



第 6 期 高云波等：高速铁路5G-R网络切片自适应资源调度策略

间的双层博弈关系。文献[18]构建两阶段 Stackel‐

berg 博弈激励机制并评估任务难度，但未支持差

异化业务定价。文献[19]为解决 FL中计算资源的

不足以及移动设备的异构性，提出一种基于DRL

的异构 Stackelberg 方法，实现动态环境中对异构

参数的控制。现有激励机制未涉及多业务QoS冲

突与切片级资源调度，难以实现全局最优的激励

效果。

综上所述，现有研究已在 HFL、Stackelberg

博弈及深度强化学习算法方面分别取得了一定进

展，并已围绕 5G-R网络切片的部署与运维管理开

展了相关探索[20]，但在 5G-R/FRMCS网络切片资

源调度场景下仍存在一定局限性。一方面，已有

方法多聚焦于单一环节或其中两类机制组合优化，

或仅对其中两类机制进行组合设计，难以协同应

对高动态环境下的精准预测、异构节点的高效激

励与多冲突目标的合理决策这一交叉性挑战。另

一方面，若对业务负载预测、节点激励和资源调

度等环节分别进行优化而缺乏协同，易导致各环

节之间信息交互不足，从而使系统整体性能受

限[21]；对于网络切片资源调度场景而言，分离式

设计会进一步降低资源调度的协同效率[22]。具体

而言，当前仍缺乏一个能够同步感知环境趋势、

动态调整节点参与和自适应权衡多业务QoS的协

同智能调度框架。

为此，本文提出一个融合HFL、Stackelberg博

弈与多任务近端策略优化（multi-task proximal 

policy optimization, MT-PPO）的协同智能调度框架，

以实现感知、激励与决策的闭环协同优化。本文的

主要贡献包括：首先，设计面向高速移动与Non-IID

数据的3层HFL架构，通过集成业务负载预测的自

适应聚合机制，提升模型环境感知能力与收敛稳定

性；其次，构建了一个以网络切片提供商为领导者、

应用服务提供商为跟随者的双层动态Stackelberg博

弈模型，通过差异化效用函数实时调整激励策略，

以提升边缘节点参与度；最后，将HFL的预测结果

与博弈的激励系数共同融入MT-PPO智能体的状态

空间，并结合广义优势估计（generalized advantage 

estimation, GAE）进行并行任务训练，使资源调度

策略同时具备环境前瞻性、激励响应性与业务自适

应性，最终实现eMBB、URLLC与mMTC这3类异

构切片资源的差异化高效调度。

1　系统模型及问题表述

1.1　系统模型

本文提出面向 5G-R/FRMCS 异构业务场景，

构建“终端训练−边缘聚合−中心决策”三层架构，

融合HFL、Stackelberg博弈激励机制与MT-PPO强

化学习算法，实现资源的协同优化与智能调度。系

统模型如图1所示。

第一层为终端训练层，该层由海量异构业务

终端构成。令N = {n1,n2,⋯,nN}为终端业务集合，

每个终端隶属于相关网络切片 k ∈ { eMBB,URLLC, 

mMTC }，各终端在列车及沿线场景中分布，通过

基站接入网络，并基于本地数据集在每轮接收来自

上层的全局模型参数w( )i
j ，执行本地模型更新以得

到本地参数w( )i + 1
n ，并上传结果以参与全局模型训

练。在终端训练层与边缘聚合层之间，引入基站作

为无线接入节点。设基站集合为B，其沿铁路线路

呈连续分布，负责终端与MEC服务器之间的模型

参数及控制信息传输。

第二层为边缘聚合层，由多个移动边缘计算

（multi-access edge computing，MEC）服务器组成，

记为集合J，每个MEC服务器与覆盖区域内的基

站形成映射关系，且集成3项核心功能：HFL边缘

聚合功能对终端本地模型进行聚合并生成边缘模型
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图1　“终端训练−边缘聚合−中心决策”三层架构模型
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w( )i + 1
j ；资源策略执行功能负责将上层下发的全局

资源调度策略在本地执行，控制终端训练层的资源

使用；激励执行代理（ASP）响应上层激励策略并

反馈本地资源状态与贡献度。

第三层为中心决策层，负责全局协同。其中，HFL

全局聚合与预测模块负责聚合所有边缘模型生成新的

全局模型，并据此预测未来业务负载与QoS趋势，为

决策提供前瞻信息；Stackelberg博弈模块动态生成用

于激励边缘节点积极参与的激励系数以调节节点行

为；MT-PPO智能决策模块则综合分析实时网络状

态、预测信息及激励反馈，输出全局资源分配策略。

整体系统模型可表示为：

M = {N,K,R,A,U} (1)

其中，N为节点集合，K = {k1,k2,k3}表示 3类切片

（eMBB、URLLC、mMTC），R为可分配资源集合，

将资源抽象为计算、存储与网络3类[23]，A为可执

行的调度与接入策略，U为实际消耗资源集合。

1.2　问题表述

1.2.1　分层联邦学习建模

为适应 5G-R/FRMCS 网络切片中异构节点的

动态特性，本文采用HFL。HFL构建了包含中心决

策层、边缘聚合层和终端训练层的多级架构，该方

法包含3类操作。

（1）局部更新

各终端设备n以MECj ∈ J在第 i轮时MEC j 的

边缘模型w( )i
j 为初值，基于本地数据Dn计算损失函

数Ln( ⋅ )，并执行随机梯度下降，得到本地模型参

数w( )i + 1
n ，其计算式为：

w( )i + 1
n = w( )i

j - η∇Ln(w( )i
j ) (2)

其中，η为本地学习率，Ln (⋅)为基于Dn的损失函数。

（2）边缘聚合

MEC j对终端 n上传的本地模型参数进行加权

平均，聚合得到边缘模型w( )i + 1
j ，然而，由于Non-

IID数据与节点参与率不稳定且数据质量具有显著

差异，本文在HFL聚合阶段引入综合质量感知权

重 εn，将数据质量评分 qn（由本地损失收敛度量

化）以及节点参与稳定性 ρn 纳入联合计算，从而

使贡献更高、数据质量更优、参与更稳定的节点在

聚合中获得更合理的权重占比。

设终端设备x在时隙 t的上行传输时延为d t
x，由

当前信道条件与列车速度共同决定；链路丢包率为

ploss，受多普勒效应与阴影衰落影响，在高速场景

下呈动态变化特征。此外，MEC j的算力上界记为

Cm，在3类切片业务高负载时段，聚合计算时延随

有效参与节点数增大而增加，当Cm不足时将导致部

分节点更新超出时延上界而被丢弃。时隙 t有效参与

的终端集合为S j
t = {x|d t

x ≤ Tend ∧ ξ t
x = 1 ∧ φt

x(Cm ) = 1}，
其中 Tend 为截止时延，ξ t

x ∈ {0,1}为丢包指示变量，

取 1表示上传成功，φt
x(Cm ) ∈ {0,1}为MEC算力约

束指示变量，取0表示该节点更新被丢弃。

因此，边缘聚合模型表示为：

w( )i + 1
j = ∑

n ∈ St

εn∑
k ∈ St

εk

w( )i + 1
n ,εn =

| Dn | ⋅ qn ⋅ ρn ⋅ e
-

d t
x

Tend ⋅ ξ t
x ⋅ φt

x(Cm ) (3)

其中，| Dn |为终端n的本地数据集大小。

（3）全局聚合

中心决策层接收所有边缘服务器上传的边缘模

型参数，再根据 εn进行加权平均，得到全局模型参

数w( )i + 1 ，计算式为：

w( )i + 1 =∑
j

Ej∑
j

Ej

w( )i + 1
j ,Ej = ∑

n ∈ S j
t

εn (4)

除了完成参数聚合外，HFL还对未来时隙的业

务负载与QoS需求进行预测。

设 L̂k,c(t + Δ)与  Q̂k,c(t + Δ)分别表示在小区 c、

切片k的业务负载与QoS的预测值，预测窗口为Δ。

该预测由聚合后的模型计算得到：

L̂k,c(t + Δ) = fHFL(Lk,c(t ) ,w( )i + 1 ) ,Q̂k,c(t + Δ) =

gHFL(Qk,c(t ) ,w( )i + 1 ) (5)

其中，fHFL和gHFL分别表示HFL全局聚合中用于业

务负载预测和QoS需求预测的映射函数，Lk,c( )t 和

Qk,c( )t 分别表示小区c、切片k当前时刻的业务负载

和QoS值，w( )i + 1 为全局聚合后的模型参数。预测

结果不仅能辅助资源供需匹配，还将在后续的MT-

PPO状态输入中提供前瞻信息。

1.2.2　Stackelberg博弈激励机制建模及均衡分析

为解决在 5G-R/FRMCS 网络切片场景中因边

缘节点资源有限且异构分布导致的HFL节点参与

度不均问题，本文构建一个以网络切片提供商

（network slice provider, NSP）为领导者、应用服务
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提供商（application service provider, ASP）为跟随

者的Stackelberg博弈模型[18]，如图2所示。该模型

旨在通过NSP设计的差异化资源定价与动态激励

机制，精准引导ASP优化其资源分配，并提升边

缘节点参与HFL训练的积极性。

将NSP设定为“领导者”，作为物理及虚拟网

络基础设施的管理者，制定面向不同业务类型

k ∈ {eMBB,URLLC,mMTC}的单位资源价格 λk与激

励系数 βk； ASP 设定为“跟随者”，记为 S =

{1,2,⋯,S}，每个ASPs (s ∈ S)作为租用切片以承载各

类业务的边缘节点实体，在观测到NSP的策略后，

确定向业务k投入的资源量 fs,k以及向用户收取的服

务订阅价格ps,k，以最大化自身效用。因此，NSP将

先行公布全局策略Λ = {λk,βk}，各ASP据此决策最

优资源分配方案F = { fk}，以最大化自身效用。

将小区 c中，一个用户选择由ASPs提供的业

务k所获得的效用定义为：

U c
s,k = ln (qs,k - ps,k ) (6)

其中，qs,k = Qk( fs,k )是业务提供的服务质量，其中

Qk( ⋅ )是单调递增函数，ps,k是ASPs对业务 k的订

阅定价，对数函数反映了用户满意度的边际效用递

减效应。

ASP的效用函数为：

U ( )s
ASP =

     
∑

k

ps,k ⋅ nc
s,k

业务收入

-
   
∑

k

λk ⋅ fs,k

资源成本

-
 
P ( )fs,k

QoS违约惩罚项

+

          
∑

k

βk ⋅ Φk( )fs,k,Ds

核心激励项
(7)

其中，nc
s,k是连接到ASPs的服务类型用户k的数量，

λk 为资源单价，P ( fs,k )是QoS违约惩罚项，Ds 是

ASP的本地数据集，Φk( fs,k,Ds )为贡献度函数，其

量化了 ASP 在资源投入以及 HFL 训练中的贡献，

并提升联邦学习模型的训练预测能力。

对于任意给定的NSP策略Λ = {λk,βk}，由于效

用函数 U ( )s
ASP 关于其决策变量 ( fs,k,ps,k )为严格凹，

ASP最大化效用函数存在唯一最优解。该解定义了

ASP对NSP策略的最优响应函数R，表示为：

f ∗s,k = Rf
s,k( λk ⋅ βk ) ,p∗s,k = Rp

s,k( λk ⋅ βk ) (8)

NSP作为领导者，在制定策略时能够预见跟随

者ASP将依据其响应函数采取行动。因此，NSP的

效用函数将基于此预见进行构建。其效用函数为：

UNSP =
         
∑

s,k

λk ⋅Rf
s,k( )λk,βk

资源租赁收益

-
         
L ( ){ }Rf

s,k( )λk,βk

系统性能损失

-
 

θ
2∑k

βk
2

激励成本

(9)

资源租赁收益为NSP通过向ASP出租切片资

源所获得的总收益，L ( ⋅ )是保障网络整体服务质

量的惩罚项，促使 NSP 在定价时兼顾网络性能，

以防过度激励。

其次，激励因子η (t )为所有ASP在激励系数βk

作用下的整体贡献响应，定义为：

η (t ) =
1
|| S ∑s ∈ S
∑

k

βk ⋅ Φk( )fs,k,Ds (10)

该因子结合激励强度与节点实际贡献，直接反

映激励机制的整体有效性。

定义 1 Stackelberg均衡。当且仅当满足：对

于所有 s、k，有 f ∗∗s,k = Rf
s,k( λ∗k ,β ∗k )且p∗∗s,k = Rp

s,k( λ∗k ,β ∗k )；
给定跟随者的响应函数R，策略Λ∗ = ( λ∗k ,β ∗k )是NSP

效 用 函 数 最 大 化 的 全 局 最 优 解 ， 策 略 

(Λ∗,{ f ∗∗s,k },{p∗∗s,k})为该博弈的一个Stackelberg均衡。

2　基于MT-PPO的自适应调度

在HFL提供预测、Stackelberg博弈下发激励的

基础上，为应对 5G-R/FRMCS 网络切片资源调度

的高动态性和异构性所带来的挑战，本文设计了一

种基于MT-PPO的自适应调度框架。该框架将调度

问题建模为马尔可夫决策过程[24]，并引入HFL预

测结果与Stackelberg博弈下发的激励系数作为状态

ASP1 ASP2 ASPs

q2,k�p2,kq1,k�p1,k qS,k�pS,kUs,k�nS,k

NSP
4+C

DB0-λk

03>;βk

0A?A/;@BASP

A>n1 A>n2 A>n3 A>nN�

�

{λk,βk} {λk,βk} {λk,βk} fS,k�Φk(fs,k,Ds)

f2,k�Φk(f2,k,D2)f1,k�Φk(f1,k,D1)

c

c

c

Us,k=ln(qs,k−ps,k)

图2　Stackelberg博弈模型
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输入，同时将Stackelberg博弈的激励因子融入奖励

函数，使调度策略具备前瞻性与激励响应能力。

2.1　马尔可夫决策过程

在动态场景下，如何根据实时状态选择资源调

度策略，是本文的核心优化目标。本文将该过程建

模为一个马尔可夫决策过程[25]：

M = (S,A,P,r,γ) (11)

其中，S表示状态；A表示动作，对应资源调度决

策；P为状态转移概率；r表示奖励函数，用于评

估状态价值；γ ∈ (0,1)为折扣因子，衡量未来QoS

对当前决策的重要性。MT-PPO智能体根据每一时

刻当前状态 st ∈ S选择动作 at ∈ A，系统根据转移

概率转移到下一个状态 st + 1，并获得奖励 rt。通过

不断交互，目标是学习最优策略以最大化累积折扣

奖励。

2.1.1　状态空间设计

系统状态反映当前实时网络与业务状态。本文

创新性地融入了HFL预测结果与Stackelberg博弈激

励系数，使MT-PPO具备了环境前瞻感知与节点激

励状态感知的双重能力，从而为其决策提供了兼具

实时性、前瞻性与激励感知的综合决策依据，具

体为：

st =
é

ë

ê

ê
êê
ê

ê
Lk,c(t ) ,Qk,c(t ) ,        L̂k,c( )t ,Q̂k,c( )t

HFL预测

, βk

Stackelberg激励

ù

û

ú

ú
úú
ú

ú
   (12)

其中，L̂k,c(t )与 Q̂k,c(t )分别表示通过HFL预测得到

的业务负载与 QoS 趋势，βk 为 Stackelberg 博弈中

NSP下发的激励系数，使智能体感知当前激励策略。

2.1.2　动作空间设计

动作空间为连续向量，表示对不同切片类型的

资源分配比例，令第 k类切片在时隙 t的资源分配

比例为ak
t，其可以表示为：

ak
t = {α1,α2,⋯,αN},∑

i = 1

N

αi = 1,ai ∈ [0,1] (13)

该比例将进一步转化为系统可执行的具体资源

分配方法，并通过MT-PPO框架的训练，算法学习

得到最优策略参数θ∗，从而确定最优策略π
θ∗。

2.1.3　奖励函数设计

针对不同切片QoS指标不一致的问题，首先将

QoS进行归一化处理。设第k类切片在时隙 t的QoS

为QoSk
t，对应的需求阈值为QoSreq

k ，则定义其归一

化QoS为QoSk ′
t = min

ì
í
î

ïï
ïï

QoSk
t

QoSreq
k

,1
ü
ý
þ

ïï
ïï
，可将各类业务的

QoSk
t 映射到[0,1]区间，以实现统一度量。最终奖

励函数表示为：

r k
t = ∑

k ∈ S
[ ]ω1 ⋅ QoSk ′

t + ω2 ⋅ η (t ) - ω3 ⋅ Penaltyk
t (14)

其中，η (t )为激励因子，将Stackelberg博弈的激励

效果转化为可量化的奖励信号，使MT-PPO能够学

习到提升节点参与度的调度策略，从而实现激励与

调度的协同优化；Penaltyk
t 为QoS违约惩罚，随违

约程度增加而增大；权重系数ω1、ω2、ω3用于平

衡各项优化目标。

2.2　MT-PPO算法优化设计

MT-PPO作为改进型策略梯度方法，通过限制

新旧策略的变化幅度，在有效避免策略更新过快的

同时，通过多次迭代更新提高样本利用率。本文所

提的 5G-R/FRMCS 网络切片资源调度问题，本质

目标是在满足资源分配可行性和QoS约束的前提

下，联合优化 QoSk ′
t 、资源违约惩罚和激励机制。

资源调度的长期优化目标可表示为：

P: max
πθ

 Utotal = Eπθ

é

ë
ê
êê
ê∑

t = 0

T

γ ⋅ r k
t

ù

û
ú
úú
ú

s.t. C1:∑
k ∈ K

ak
t = 1,∀t

C2:ak
t ≥ 0,∀k,t

C3:QoSk ′
t ≥ QoSmin

k ,∀k,t

C4:Penaltyk
t ≤ Pmax,∀k,t (15)

其中，约束条件C1表示各时隙资源分配和为1，约

束条件C2表示各类业务切片资源比例非负，约束

条件C3表示各类切片的QoS必须不低于最小QoS

门限Qmin
k ，约束条件C4表示每时隙的服务违约惩

罚不超过容忍上限Pmax。

由于上述优化问题具有非凸性，本文基于MT-

PPO构造多任务损失函数，并通过对该损失函数的

迭代优化，实现对原始资源调度问题的近似求解。

LMT-PPO(θ )= ∑
k∈{ }eMBB,URLLC,mMTC

wk ⋅LPPO
k (θk )     (16)

其中：

LPPO
k (θk ) =Êt

é
ëmin (r k

t (θk ) Âk
t ,clip (r k

t (θk ) ,1-ε,1+ε) Âk
t )ùû

(17)

其中， θk 为 k 类业务的专属策略头参数， θ =
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{θk}k ∈ { }eMBB,URLLC,mMTC
为完整参数集；wk 为业务权

重系数，反映了业务优先级； ε为裁剪参数；

clip ( ⋅ )函数用于限制新旧策略概率比 r k
t (θk )，从

而约束策略更新幅度；Ât 为优势函数。具体地，

r k
t (θk ) =

πθk( )ak
t | st

π
θ old

k
( )ak

t | st

，其中将调度策略记为 πθk
，整

体调度策略记为πθ = {πθk
}

k ∈ { }eMBB,URLLC,mMTC
。

为了进一步提升优势函数估计的精确性与稳定

性，本文在MT-PPO中引入广义优势估计（gener‐

alized advantage estimation，GAE）[26]，计算式为：

ÂGAE ( )γ,λ
t =∑

l = 0

∞

(γλ ) lδV
t + l (18)

其中，δV
t = r k

t + γV (st + 1 ) - V (st )为时序差分（tem‐

poral difference，TD）误差，用于衡量当前值函数估

计的偏差；V ( ⋅ )为状态值函数，用于估计当前状态

下预期能获得的累计奖励；λ ∈ [0,1]为GAE超参数，

用于在估计的偏差与方差之间进行权衡。

2.3　算法流程

本文提出的基于HFL预测与Stackelberg激励的

MT-PPO资源调度算法是一个周期性的迭代过程。

如图3所示，首先通过状态观测模块收集环境

反馈的异构切片负载、HFL预测信息及Stackelberg

激励系数，构成MT-PPO智能体的状态输入。MT-

PPO智能体基于该架构并利用上述状态生成面向3类

异构业务的资源分配动作，并通过价值网络提供状

态价值估计。每一轮决策执行后，通过奖励函数综

合QoS、违约惩罚与Stackelberg激励因子计算奖励

值。MT-PPO策略优化模块通过GAE实现方差−偏
差权衡，并借助含裁剪机制的优化目标函数更新网

络参数，最终形成“观测−决策−优化”的训练闭

环，直至收敛至最优调度策略 π
θ∗。本文提出的基

于HFL预测与Stackelberg激励的MT-PPO资源调度

算法的伪代码如算法1所示。

算法 1 基于 HFL 预测与 Stackelberg 激励的

MT-PPO资源调度算法

输入 折扣因子 γ、GAE参数 λ、裁剪系数 ε、

策略网络参数θ、价值网络参数v

输出 最优调度策略参数θ∗

1) 初始化θ，v

2) for每一轮训练回合n = 1,2,⋯ do

3)     HFL 获得业务负载与 QoS 预测结果：

L̂k,c(t + Δ) ,Q̂k,c(t + Δ) ← fHFL(w( )i
j )

4)     激励机制下发激励系数βk

5)     for决策时隙 t do

6)              生成资源分配动作ak
t

7)              执行动作并分配切片资源

A.88-B
eMBB | URLLC |mMTC

;9D<

D?

/2,3

0<13�**2@

MT-PPOD6<

)5

)5);-?θ→θ*

@>EA)5);θ* 2D)5-?),
clip(rt (θk),1−ε1|ε)

0D

D<.)63

/2 .)

D<20st

Actor-Critic2)

/2D<DA

MDP1/.)

MT-PPO)5A/63

.A/QoS

QoS>B),

03ADη(t)

13/;rt
k

D<D/;V(·)
AAGAE0<

+,)5πθ,E;*ak

@4+EA)5πθ*

tst→st+1

GAE
8)−,)9/A/

HFLB)�

Stackelberg03>;�βk

 , ,
ˆˆ ( ) ( )k c k cL t Q t+ ∆ + ∆

图3　基于MT-PPO优化算法示意
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8)              根据奖励函数计算即时奖励 r k
t

9)              状态转移至 st + 1

10)   end for

11)      计算误差：δV
t = rt + γV (st + 1 ) -V (st )

12)      计算优势函数 ÂGAE ( )γ,λ
t

13)      构建MT-PPO裁剪函数LPPO
k (θk )

14)      更新多任务策略网络参数θ

15)      更新价值网络参数v

16)end for

17) 输出最优策略参数θ∗

算法1的时间复杂度分析如下。第1)行到第2)行

完成模型初始化，仅执行一次，时间复杂度为

O (1)。第 3)行通过 HFL 模块得到业务负载与 QoS

预测结果，设HFL模型参数规模为N HFL
p ，其复杂

度为O (N HFL
p )，并可在NMEC个边缘节点并行执行。

第 4)行 Stackelberg 博弈根据最优响应函数计算激

励系数，参与 Stackelberg 博弈的 ASP 数为 | S |，
设均衡求解迭代次数为 I，复杂度同为O ( I ⋅ | S | )。
第 5)行到第 10)行为在线决策过程，设输入层维度

为 n1，共享层维度为 n2，3类切片专属策略头维度

分别为 n3
( )1 、n3

( )2 、n3
( )3 ，T 个时隙总复杂度为

O (T (n1n2 + n2∑
i = 1

3

n3
( )i ) )。第 11)行到第 15)行为策

略更新阶段，策略与价值网络参数规模分别为N π
p

和N V
p ，更新轮次为K，复杂度为O (KT (N π

p + N V
p ) )。

综 上 ， 单 轮 训 练 复 杂 度 为 O (N HFL
p + I ⋅ | S | +

T (n1n2 + n2∑
i = 1

3

n3
( )i ) + KT (N π

p + N V
p ) )。此外，从

工程实现角度来看，实际部署中策略与价值网络

更新的复杂度近似为O (N π
p + N V

p )，即与网络参数

规模线性相关，在MEC计算能力范围内可高效完

成，避免系统开销的显著增加，在保证收敛性能的

同时减少训练轮次，因此整体具备实际部署可行性。

3　仿真分析

3.1　仿真场景与仿真参数设置

为验证所提“HFL+Stackelberg+MT-PPO”方

法框架在 5G-R/FRMCS 场景下的性能，本节构建

一段长度L=50 km的高速铁路线路，沿线均匀部署

Nbs=25个5G-R基站（gNB），基站间距dbs=1.5 km，

以确保高速列车在最高运行速度 vmax=360 km/h下

的连续覆盖与无缝切换。系统架构包含1个中心云

服务器与Nmec=6个沿线路旁部署的边缘MEC服务

器，以构成云边协同的计算网络。铁路沿线按密度

ρ sensor=200 个/千米部署轨旁物联网终端，构成

mMTC业务源。为保证算法收敛性和训练效率，强

化学习超参数在所有实验中保持统一：学习率设置

为η=0.03避免优化振荡；折扣因子 γ=0.99，以使智

能体注重长期优化；探索率 ε从 0.90 线性衰减至

0.05，实现从广泛探索到精准利用的平滑过渡。仿

真实验中将系统总带宽设置为100 MHz，该参数基

于 UIC 对未来铁路业务更宽频谱资源的考虑[27]。

仿真基于 Python 3.12实现，具体仿真实验参数设

置如表1所示。

在业务模型方面，eMBB切片承载每辆列车并

发数量不等的高清视频监控与实时信息发布业务，

  表1　 仿真参数

符号

铁路线路长度L/km

基站数量Nbs/个

基站间距dbs/km

系统总带宽（每基站）Btotal/MHz

资源块总数（每基站）Nrb

边缘服务器数量Nmec

列车速度v/(km·h−1)

载波频率 fc/GHz

系统总带宽Btotal/MHz

子载波间隔Δf/kHz

切片初始带宽比βeMBB:βURLLC:βmMTC

业务负载监测周期Tm/ms

学习率η

折扣因子 γ

ε-greedy探索率起止值 εstart、εend

PPO裁剪参数 εclip

PPO算法更新参数轮次Nepoch

一次经验学习抽取的数据量Bbatch

总训练时间步Ttotal/ms

截止时延Tend/ms

链路丢包率ploss

MEC服务器算力上限Cm

说明

50

25

1.5

100

273

6

[200,360]

2.1

100

30

0.5:0.3:0.2

100

0.03

0.99

0.90,0.05

0.2

10

64

1×106

50

0.2

0.25
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单流带宽需求为8 Mbit/s且业务到达过程服从泊松

分布；URLLC切片保障紧急告警等安全关键业务，

数据包大小在100~500 B中均匀分布，要求端到端

时延严格低于 10 ms 且可靠性不低于 99.999%；

mMTC切片模拟大规模轨旁基础设施监测，总计

10 000个轨旁物联网终端，平均每 30 s上报 100 B

的监测数据，要求大规模连接下成功率高于95%。

3.2　实验结果分析

为验证本文所提“HFL+Stackelberg+MT-PPO”

方法框架在 5G-R/FRMCS 动态多业务场景下的整

体有效性及其核心组件的贡献，本节首先设计了消

融实验以验证PPO相关改进算法、HFL与Stackel‐

berg博弈激励机制的独立作用与协同增益；其次通

过对比实验将所提方法与多种基线算法从QoS满意

度、系统吞吐量、算法收敛性等多个维度进行比

较，综合验证所提方法的优越性与鲁棒性。

3.2.1　消融实验

图4通过PPO消融实验验证了所提方法中各模

块的贡献及其协同作用。实验结果表明，相比传统

PPO 方法[5]，引入 GAE 机制[26]后性能提升 0.116，

主要归因于改进的价值估计降低了策略梯度方差；

进一步采用多任务PPO[28]结构后，QoS满足率与资

源利用率分别提升至0.889与0.861，证明其能够有

效缓解业务间的资源竞争，但仍存在训练波动较大

的问题；在此基础上整合 MT-PPO+GAE 框架，

QoS 满足率和资源利用率进一步提升至 0.923 与

0.897。该结果表明，多任务结构与GAE机制协同

作用，使系统在保障各类切片QoS的同时，有效提

升训练收敛性与策略鲁棒性。 

图5展示了PPO改进方法在训练过程中的归一

化累积奖励收敛曲线。实验结果表明，MT-PPO+

GAE更快地收敛至 0.95左右，这一效率优势得益

于GAE机制的低方差优势估计与多任务学习的梯

度共享之间的协同效应。从图5可见，传统PPO在

训练初期振荡剧烈，反映其价值估计方差较高；

GAE的引入显著改善了训练稳定性，但单目标优

化限制了收敛速度；多任务 PPO虽加快了学习进

程，但训练后期仍存在性能振荡；所提方法不仅

实现了最快收敛，更在达到收敛后保持了最小的

性能波动，放大的子图中呈现的关键收敛阶段进

一步证实了这一优势。快速而稳定的收敛特性使

所提方法适配 5G-R/FRMCS 中列车高速移动、频

繁切换等动态特点，显著降低了实际部署中的训

练成本和时间开销。 

图 6 展示了 3 种通信受限场景下 HFL 聚合阶

段引入 εn 后HFL预测准确率的效果对比。在链路

丢包场景中，引入 εn 后 HFL 预测准确率达到

0.83，纯 HFL 仅为 0.74，这主要得益于 εn 中丢包

指示变量 ξ t
x 的过滤作用，降低低质量、高时延节

点的权重因子。在通信延迟场景中，引入 εnHFL

预测准确率总体提升 0.083，收敛更平稳。在

MEC服务器计算能力受限场景中，两者差距约为

0.080，验证了算力不足时 εn 仍能通过 qn 和 ρn 维

持聚合准确率。上述结果表明，引入 εn 能够在高

动态铁路通信环境下有效提升HFL预测准确率和

鲁棒性。 
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图7为HFL层级聚合机制的性能表现。随着训

练轮数的增加，HFL预测准确率稳步提升，从初值

0.70提升至0.96，增长约0.26，前37轮快速收敛并

持续稳步增长，同时通信成本由78 MB降至54 MB，

表明HFL三层架构通过局部模型聚合，显著减少

了原始数据向中心决策层的直接传输，εn的引入进

一步降低了低贡献节点的无效传输占比，在保证模

型性能的前提下有效降低通信开销，证明其在模型

性能与通信效率之间能够取得良好平衡。 

图 8为Stackelberg激励效果。在资源利用率方

面，Stackelberg动态激励方法从初始的0.60快速上

升，最终稳定在0.77左右；固定激励次之，最终收

敛至 0.72左右，但波动较为明显；Q-learning收敛

至0.70左右，波动较大且不够稳定；资源阈值触发

方法性能中等；静态均匀分配从初始 0.53逐渐下

降，说明缺乏动态调整机制导致资源浪费严重。在

节点参与率方面，Stackelberg 动态激励机制通过

NSP与ASP之间的博弈，实现了资源利用率和节点

参与率的双重优化，显著优于静态分配、阈值触发

和固定激励等传统方法，验证了激励机制在资源分

配中的有效性。

图 9为所提方法各组件的性能。由图 9可知，

各组件都使QoS满足率有所提升，完整方法使QoS

满足率提升约0.057，资源利用率提升约0.062，说

明HFL的预测能力、博弈激励带来的参与稳定性

以及MT-PPO对 3类业务需求的差异化调度共同增

强了系统性能。综上，实验验证了所提方法能够有

效解决 5G-R/FRMCS场景中高动态性、强异构性、

资源受限的核心挑战，使系统保持稳定、高效且具

备强鲁棒性的资源调度能力。

3.2.2　综合性能对比实验

为了进一步验证所提方法的优势，本文选取以

下4种具有代表性的算法进行对比。其中，移动感
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知与能效优化的联邦强化学习辅助资源分配（mo‐

bility-aware and energy-efficient federated deep rein‐

forcement learning-assisted resource allocation , ME-

FDRL-RA）算法[10]采用多智能体强化学习进行资

源分配，但未引入 Stackelberg 博弈激励机制；

HFL+ 深度确定性策略梯度（deep deterministic 

policy gradient，DDPG）算法[15]具备HFL架构，且

其决策核心为DDPG，在应对5G-R/FRMCS高速移

动以及多异构业务共存的场景下存在局限性；

Stackelberg+多目标多智能体深度确定性策略梯度

（multi-objective multi-agent deep deterministic policy 

gradient，MO-MADDPG）算法[29]虽然集成了博弈

激励机制与多智能体架构，但缺乏HFL层级聚合

机制以应对Non-IID数据；FL+DDPG[30]算法采用传

统单层架构的联邦学习与DDPG相结合的方式。为

了进一步对照，比例分配算法作为一种经典的静态

启发式策略，不具备任何在线学习与动态调整能

力。该综合性能对比实验将全面评估各算法在QoS

满足率、系统吞吐量、收敛速度及URLLC实验保

障等关键指标上的性能。

图10展示了在不同业务负载强度下，3类网络

切片QoS满足率的变化趋势，其中“负载强度”量

化为5G-R/FRMCS专网场景下3类切片业务的总业

务请求强度。整体来看，所提方法在3类业务场景

中均保持更优且更稳定的QoS保障能力，其优势在

高负载条件下尤为显著。

对于 eMBB业务（图 10(a)），随着负载强度增

加，所提方法的QoS满足率始终保持在较高水平，

平均约为0.94，主要得益于Stackelberg博弈激励机

制对边缘节点参与行为的有效引导；比例分配算法

由于采用静态资源分配策略，难以动态协调异构网

络切片资源调度，性能下降明显；未引入激励机制

的ME-FDRL-RA算法在负载强度为0.5时QoS满足

率下降至 0.83 左右；HFL+DDPG 与 Stackelberg+

MO-MADDPG方法均在高负载下性能退化，表明

其对业务异构型的适应能力不足。

对于URLLC业务（图 10(b)），所提方法在低

负载条件下即可实现0.98以上的QoS满足率，通过

HFL聚合及MT-PPO差异化优化，使其在负载升高

时下降幅度较小，在满负载下仍保持约 0.9；比例

分配算法与ME-FDRL-RA算法的QoS满足率在高

负载下快速下降；HFL+DDPG算法虽具备一定稳

定性，但在高负载时QoS满足率仍低于所提方法约

0.23。该结果表明，在URLLC对时延与可靠性高

度敏感的场景下，静态资源分配策略难以在高负载

条件下维持稳定QoS。
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对于mMTC业务（图10(c)），所提方法在高负

载区间仍表现出较强的稳定性，当负载接近1.0时，

仍可达到 0.75 左右；ME-FDRL-RA 算法的 QoS 满

足率约为 0.61；Stackelberg+MO-MADDPG 算法与

HFL+DDPG算法分别接近 0.58与 0.50；FL+DDPG

与比例分配算法在中高负载强度下均退化至0.50左

右。进一步对比可得，ME-FDRL-RA算法在负载

升高过程中由于缺乏HFL机制，QoS满足率持续下

降，表明其对大规模终端并发接入的适应能力有

限，Stackelberg+MO-MADDPG算法由于其仅依赖

博弈激励在高负载下性能退化更为明显，HFL+

DDPG算法在负载增大后下降幅度较大，反映出单

任务强化学习难以有效应对mMTC业务的高连接

密度特性。

图 11展示了不同方法随着业务终端数的增加

系统吞吐量的变化趋势。所提方法平均吞吐量达

275.8 Mbit/s，在单列车场景下保持 290 Mbit/s，双

列车并发时达 296 Mbit/s峰值，三列车并发时虽有

所下降但仍稳定在 265~275 Mbit/s；ME-FDRL-RA

算法平均吞吐量为 238.6 Mbit/s，相比所提方法下

降 13%，并且随着终端数增加至 1 800个以上时吞

吐量衰减至 215 Mbit/s，主要因缺少 Stackelberg博

弈激励导致边缘节点在高负载下资源协同效率不

足； HFL+DDPG 与 Stackelberg+MO-MADDPG 算

法性能相近，前者受益于HFL分层聚合，在 600~

1 500 个业务终端数下系统吞吐量变化更稳定；

FL+DDPG算法平均吞吐量仅为 178.4 Mbit/s左右，

随着业务终端数的增长，吞吐量快速衰减，验证

了 HFL 的优势；比例分配算法采用静态资源分

配，平均吞吐量仅为 147.2 Mbit/s，充分说明动态

智能调度的优势。综上，仿真结果表明，所提方

法具有更强的资源调度稳定性和负载均衡能力。 

图12展示了6种算法的平均奖励值随通信轮次

的变化曲线。所提方法在收敛速度与最终性能方面

表现最优，在第 50轮左右完成收敛，最终稳定在

91.35 左右，超过目标奖励值约 6.35；ME-FDRL-

RA算法表现出较好的学习稳定性，然而最终性能

较低且波动较为明显；Stackelberg+MO-MADDPG

算法虽然具备博弈激励机制，但缺乏HFL分层聚

合导致收敛波动较大；FL+DDPG算法策略更新相

比所提方法收敛较慢且无法达到目标奖励值；比例

分配算法不具备在线学习能力，其奖励值收敛至

55左右的较低水平，验证了引入智能决策机制的

必要性。仿真结果表明，所提方法通过HFL、博弈

机制以及MT-PPO能更高效地实现资源调度算法性

能的显著提升。  

为验证所提资源分配算法对极端服务质量要

求的保障能力，图 13 展示了对 URLLC 切片采用

累积分布函数（CDF）进行评估。CDF 曲线能够

直观呈现算法在不同时延下的可靠性，即对于给

定的时延阈值，URLLC 业务能够被成功满足的

比例。

由图 13 可知，所提方法平均时延为 2.91 ms，

99.91%的数据满足 10 ms的时延要求；ME-FDRL-

RA 方法平均时延为 3.61 ms，URLLC 达标率达

0.99，相比所提方法相差 0.46%；Stackelberg+MO-

MADDPG算法因多智能体通信开销导致平均时延
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为4.93 ms，约3.5%的数据超出URLLC要求；FL+

DDPG算法性能显著低于HFL+DDPG算法，证明

了HFL架构对降低时延波动的作用；比例分配算

法达标率仅约0.72。综合平均时延和达标率，仿真

结果充分验证了所提方法在URLLC切片业务中的

优越性。

4　结束语

本文面向 5G-R/FRMCS 高动态场景中业务异

构、节点高速移动与激励不足导致的网络切片资

源调度问题，构建了一种融合 HFL、Stackelberg

博弈与 MT-PPO 的协同智能调度框架。研究结果

表明，联合建模可有效提升资源调度在动态环境

中的前瞻性与自适应能力，面向Non-IID数据的分

层协同学习与负载预测有助于提高状态感知精度

与训练稳定性，差异化激励机制能够改善分布式

协同中节点参与不均的问题，而将预测信息与激

励因子融入策略学习过程，使调度策略更适配异

构业务QoS需求。仿真结果表明，该协同机制在

系统吞吐量、资源利用率及异构切片QoS满足率

上均具优势，并且收敛迅速，验证了“预测−激励−
决策”协同优化思路在 5G-R/FRMCS 网络切片资

源调度中的适用性。
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